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摘要: 为解决单一机器学习位移监控模型泛化能力不足与可解释性弱的问题，以拱坝为例构建基于随机森林算法

的位移高精度监控模型，利用 SHAP(Shapley Additive Explanations)框架量化水压、温度及时效三类模型因子对顺

河向位移的贡献并对总位移进行解构，以揭示因子作用机理。算例结果表明：水压因子是引起大坝顺河向位移的

主要因素，其影响随库水位的抬升而非线性增加，1288m 以上水位贡献超 70%；1285.1m 被识别为 YY 拱坝位移响

应的临界水位，超过该阈值时水压因子对位移影响由负向转正向；模型能有效识别并剔除存在共线性的冗余温度

因子，显著提升关键温度因子的贡献度；时效因子对位移贡献无偏向性。
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Deformation regression analysis of arch dam based on mixed random 
forest and shap methods

LIANG Haijing1,2， CHENG Jing1,2， YANG Junyi2， YU Lei3， DAI Miaolin1
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Abstract： To address the limitations of insufficient generalization capability and weak interpretability in 
individual machine learning models for dam safety monitoring models, this study constructs a high-accuracy 
displacement monitoring model based on Random Forest algorithm, using the YY arch dam as a case study. 
The SHAP framework is employed to quantify the contributions of three model factors - water pressure, 
temperature, and time-dependent factors to the streamwise displacement. The total displacement is decomposed 
into three components based on feature attributes, thereby revealing the mechanism of environmental variables 
on dam displacement. Results demonstrate that water pressure is the primary factor, with its contribution 
increasing non-linearly with rising reservoir water levels, exceeding 70% at levels above 1288m. A critical 
water level of 1285.1m is identified for YY's displacement response, beyond which direct water pressure factors 
exert a positive influence on displacement. The model effectively identifies and eliminates redundant 
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temperature factors with collinearity, significantly enhancing the contribution of key temperature factors. The 
time-dependent factors exhibit no directional bias in its contribution to displacement.
Key words： arch dam； dam displacement monitoring； random forest algorithm； SHAP theory； machine 
learning

构建环境变量与结构响应内在关系的位移监

控模型，是大坝运行管理的核心举措。位移监控统

计模型利用历史监测数据，通过统计方法进行建模

和分析。传统统计方法主要包括逐步回归、偏最小

二乘回归等［1-4］，因其物理含义明确、计算高效而被

广泛应用。苏卫星［5］将相关性特征筛选算法（corre⁃
lation-based feature selection， CFS）引入传统偏最

小二乘回归，通过 CFS 提取最优因子子集，缓解变

量间的多重共线性问题，展现了传统方法迭代升级

的潜力。然而传统统计模型自动化程度低，对极端

异常工况和非线性关系捕捉能力有限，且当监测数

据维度大、时间序列较长时会出现过拟合等问题。

机器学习模型由数据驱动，在处理高维、非线

性、复杂耦合关系时精度更优［6-9］，因此近年来也被

逐步应用于大坝位移监控。谷宇［10］等将多算法融

合，实现自适应降噪 -冗余因子筛选 -时序预测的递

进式建模，捕捉有效信息，但算法表征深度仍局限

于因子重要性排序。柳聪聪［11］等构建最小绝对值

收缩和选择算子（least absolute shrinkage and selec⁃
tion operation， LASSO）与长短期记忆（long short-
term memory， LSTM）集成模型，实现环境变量物

理意义的可解释筛选及多因素耦合影响下的变形

高效预测。但机器学习算法内部决策机制不透明，

难以解释各变量对位移的影响机理，从而限制了其

在工程实践中的应用。

近年来，可解释人工智能的兴起为解读复杂机

器学习提供了新思路。其中，基于合作博弈论的

SHAP（SHapley Additive exPlanations）理论，因其

能精准量化模型中变量的贡献，有研究尝试将该法

用于大坝渗流、变形等关键指标的归因分析。余红

玲［12］等在构建土石坝渗流 IAO-XGBoost（Improved 
Aquila Optimization-eXtreme Gradient Boosting）模

型的基础上引入 SHAP，实现了对渗流性态影响因

素的定量归因，然而其解释维度主要集中于静态的

全局分析。马春辉［13］等将 SHAP 应用于高坝变形

预测模型，有效量化了环境因子对坝体变形的全局

及局部静态影响，但未能揭示多变量耦合作用随时

间推移的演变规律。尽管 SHAP 具备在大坝位移

监控模型中揭示变量作用机制的潜力，但目前相关

研究的深入解析仍显不足。综上，本文基于随机森

林机器学习方法建立拱坝位移监控模型，并引入

SHAP 原理来定量解析各类因子对位移时间序列的

具体贡献及其影响规律，为复杂的 "黑箱模型 "提供

了一种深入且直观的解释方式，推动数据-机理双驱

动模型在大坝安全监控中的应用。

1 研究方法  
1. 1　安全监控模型　

传统位移监控统计模型采用线性回归分析方

法，将坝体位移响应拟合为水压、温度与时效三类

分量的线性叠加。式（1）为拱坝顺河向位移 δ的监

控模型数学表达式：

δ= δH + δT + δθ = ∑
i

ai xH + ∑
j

aj xT∑
k

ak xθ (1)

式中，δH、δT、δθ分别表示位移的水压、温度及时效分

量 ；它 们 由 对 应 的 模 型 输 入 因 子 xH、xT、xθ 回 归

得到。

为了定量比较监控模型的回归精度，引入均值

绝对误差（MAE）、拟合优度（R2）这 2 个评价指标：

MAE= 1
n ∑

i= 1

n

|| yi - ŷ i (2)

R2 = 1 - ∑
i= 1

n

( ŷ i - yi) 2 ∑
i= 1

n

( ȳ i - yi) 2
(3)

式中，n为样本数；yi为监测值；ŷ i为回归值；ȳ i为监

测值的平均值。

1. 2　SHAP理论框架　

SHAP 是一种基于博弈论的模型事后解释方

法［14-15］。它将模型预测值分解为模型输入因子的

SHAP 贡献值，通过加性方式量化每个因子对单个

预测的正向或负向影响及强度，从而在全局和局部

层面提供直观的因子归因分析。

单个样本预测值等于基线值与所有因子贡献

求和，计算公式如下：

f ( x)= φ 0 ( x )+ ∑
i= 1

M

ϕi ( x ) (4)

式中，f ( x )为单个样本模型预测值；x为标准化后的

自变量；φ 0 为基线值，取因子缺失时的期望值；M为

因子数量即自变量个数；ϕi 为该样本第 i个因子的

SHAP 值。
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单个样本第 i个因子的贡献计算公式如下：

ϕi( f,x)=

∑
S⊆ F\ { i }

|S|!( )M- |S| - 1 !
M! [ fx ( S∪{ i } )-

fx ( S ) ] (5)
式中，ϕi为第 i个因子的 SHAP 值；F为所有因子的

集合，F=｛x1，x2，...，xM｝，M为总因子数；S⊆ F\{i}
为不包含当前计算因子 xi的任意因子子集，维度为

| S |；fx ( S )为仅保留子集 S中的因子时，模型的预测

值；fx ( S∪{ i } ) 为综合考虑 S及因子 xi 计算的模型

预测值。

1. 3　随机森林回归算法　

随机森林是一种集成机器学习算法，通过构建

多个决策树并将其结果进行汇总来提高统计与预

测的准确性和稳健性［16-18］。其具体步骤如下：从 N
个样本的数据集中，随机且有放回地抽取 N个训练

样本形成一棵子决策树，并重复 K 次生成多棵相互

独立的决策树，在每棵树的生成过程中，需预先设

定超参数，如树的数量、每棵树分裂节点时考虑的

最大因子数、以及树的最大深度；每棵树根据样本

的取值，在树节点上进行分裂，直至达到叶节点满

足停止条件，获取回归结果；最后通过加权均值的

方式融合所有树结果。

随机森林（Random Forest RF）统计性能强，却

不具有线性回归等模型的自解释性。为解释说明

RF 模型决策机理，研究对比了偏最小二乘回归、识

别关键变量的逐步回归法和随机森林算法（RF）；采

用 SHAP 原理解析 RF 位移监控模型，量化各因子

的边际贡献，实现因子参数的智能筛选与解释分

析，并分离分量，实现兼顾高精度拟合能力和解释

能力的大坝位移监控模型。模型构建具体流程

如图 1：

2 实例分析  
2. 1　输入因子选取　

YY 拱坝为小（1）型水利工程，1982 年 12 月竣

工，2008 年 10 月完成大坝除险加固。最大坝高

51.9m，坝顶高程为 1293.9m，正常蓄水位 1290.0m。

坝顶表面布设 GNSS 基站对坝体位移及沉降进行

监测。本工程已实际运行 44 年，且坝内无有效温度

计，参考文献［19-20］，拱坝的三类位移因子选取如下：

（1）水压因子（x1-x6），静水压力作用采用水位 H的

1–3 次方予以表征，并引入测前月平均水深的 1–3
次方，以反映长期荷载下应力重分布引起的可恢复

变形；（2）温度因子（x7-x16）采用多周期的谐波函数

并结合坝面温度测值构建因子集合；（3）时效因子

（x17-x18）取 时 间 一 次 式 、时 间 对 数 式 。 具 体

见表 1。
表中，H为观测日水位，

-
H为测前月平均水位，

T观测当天温度，
-
T为测前月平均温度，t为位移观

测日至建模资料起始日的累计天数，θ为观测日至

基准日累计天数除以 100；θ0 为观测日至资料起始

日的累计天数除以 100；ai为回归系数。

2. 2　监控模型回归　

选取拱坝拱冠梁测点 2024 年 1~10 月共 298 例

上下游向的水平位移数据作为目标变量，坝体水压

及温度环境变量值如图 2 （a）。分别使用逐步回归、

偏最小二乘回归及随机森林进行回归分析构建监

图 1　基于随机森林及 SHAP驱动的拱坝坝体位移回归分析

Fig.1　Flow chart of regression analysis of arch dam deformation integrating random forest and SHAP methods
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控模型。采用网格搜索结合交叉验证的方法来确

定随机森林模型的最佳参数配置，参数搜索空间包

括 ：树 的 数 量（50，100，200）、最 大 因 子 数（'sqrt'，
'log2'）、树的最大深度（None，2，4，6，7，8）；交叉验证

评估各参数组合的性能，以负均方误差作为评估指

标。最终确定随机森林模型的最优参数为：树的数

量 100、最大因子数 4 与最大树深 7，并据此构建最

终模型。

三种方法拟合精度如表 2，随机森林在拟合精

度上显著优于偏最小二乘和逐步回归，R2分别提高

了 4.1%、0.8%，MAE分别降低了 72% 及 52%，具

体拟合结果如图 2 所示。由于模型因子间的线性相

关性与位移整体非线性，随机森林稳定性优于两种

传统回归方法。

2. 3　随机森林可视化　

2.3.1　因子删减　

采用 SHAP 框架进行全局因子重要性评估。

如图 3 所示，拱坝水平位移主要受上游水位和环境

表 1　模型输入因子

Table 1　model input factors

x1

H

x10

cos 2πt
365

x2

H 2

x11

sin 4πt
365

x3

H 3

x12

cos 4πt
365

x4
-
H

x13

sin 6πt
365

x5

-
H

2

x14

cos 6πt
365

x6

-
H

3

x15

sin 8πt
365

x7

T

x16

cos 8πt
365

x8
-
T

x17

θ- θ0

x9

sin 2πt
365
x18

ln θ- ln θ0

(a)环境变量

(c)逐步回归位移拟合过程线

(b)随机森林位移拟合过程线

(d)偏最小二乘回归位移拟合过程线

图 2　环境变量与位移拟合值过程线

Fig.2　The time-process curve of environmental variables and fitted displacement values
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气温影响，代表温度周期项的因子 x13、x16 影响最

弱，考虑予以删减。进一步通过 SHAP 值相关性矩

阵，计算 x13 和 x16 与其他因子的可替代率。如图 4
所示，两个目标能完全被其他相关温度因子替代。

删除因子后，模型拟合精度提高，均值绝对误差和

拟合优度变为 0.172mm 及 0.996。

2.3.2　全局分析　

剔除冗余因子 x13 和 x16 后，重建随机森林模

型，其最优因子数为 3、最佳树深度 6。分析新模型

全局 SHAP 值，识别影响位移的核心驱动因子，结

果见图 5。横轴 SHAP 值为正表示因子对位移有正

向影响，绝对值越大则影响越强；纵轴为因子重要

性降序排列，颜色代表因子值大小。

1）温度因子。因子 x7-x8 直接温度项，因子 x9-

x16 周期温度项。（1）图 5（b）中直接温度项因子值与

SHAP 值呈负相关关系，从右至左因子值增大，对应

SHAP 值减小，且由正值转为负值，正负值范围基本

相等。温度对位移的影响，低温驱动坝体产生正向

（下游）水平位移，高温相反，符合材料热胀冷缩的

物理规律；（2）分析 x9-x16 周期温度项因子。图 5
（a）中冗余因子 x13 和 x16 的 SHAP 值跨度小贡献

有限，将其约减。约减后对应图 5（b），SHAP 值重

分配，最重要周期温度项 x10 的 SHAP 值提升 0.5，
增幅最大，x11 和 x12 次之增加 0.25，其余保留因子

平均提升 0.1，证明因子筛选能有效聚焦真实敏感因

素，增强模型解释的可靠性。

2）水压因子。因子 x1 至 x6。（1）图 5（b）从左至

右，因子值与 SHAP 值呈正相关关系，水位升高坝

体产生正向（下游向）水平位移；（2）x2 跨度最大、对

位移影响最显著，与观测日水位相关的因子 x1–x3
的重要性排序高于与月平均水位相关的因子 x4–
x6；（3）因子 x2 右侧边界处的 SHAP 绝对值是其左

侧边界处的 2.5 倍，推测高水位的贡献强于低水位。

提取 x2 单因子全局影响如图 6（a），横轴为标准化后

的因子值，结果显示当因子值超过 1.2 后，SHAP 值

的增长率提高至之前的 3 倍。为进一步验证，将 x2
值大小作为限制条件，对整体样本分组如图 7 虚线

左侧，分组后 x2 值大于 1.5、对应水位超 1288.09m
的 44 例的高水位样本，其 SHAP 均值是 254 例低水

位样本的 3 倍。

综上，少数高水位样本是引发坝体位移的主导

因素，且观测日水位影响大于月均水位作用。

3）时效因子。因子 x17 与 x18。（1）在图 5（b）的

整体统计中 SHAP 值与因子值相关性表现不明显，

x18 因子贡献稍大于 x17；（2）提取 x18 进行单因子

全样本分析如图 6（b），显示其与位移存在显著的非

线性相关性。因子值小于 0 时，贡献值范围为［-0.6，
0.1］，大于等于 0 时，范围为［-0.1，0.6］，两阶段变化

幅度及速率基本一致，正负作用范围对称，该因子

对位移方向的影响强度无显著偏向性。（3）将样本

按时间顺序等分为前、后两组后，如图 7 虚线右侧结

果所示。前 50% 样本与后 50% 样本的时效因子贡

献度基本一致 ，表明其影响在时间维度上保持

均衡。

表 2　模型回归精度评价指标

Table 2　 Statistical metrics for regression model evalua⁃
tion

指标

MAE/mm
R2

偏最小二乘

0.633
0.956

逐步回归

0.373
0.987

随机森林

0.178
0.995

图 3　因子重要性排序

Fig.3　Feature importance

图 4　因子可替代性图

Fig.4　Replaceability evaluation of factor
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2.3.3　局部分析　

2024 年 6 月末 7 月初，水库经历了一次蓄水与

放水的过程。基于因子筛选后的监控模型，分别选

取 2024 年 5/30-6/28 水位上升段和 7/28-9/1 水位下

降段的样本，绘制 SHAP 决策图，以分析因子对单

样本位移值的贡献。图 8 每一条彩色线代表一个样

本的拟合累积过程，从底部基础值逐步叠加各因子

贡献，最终到达顶部的模型输出值。

（1）图 8（a）水位上升段，从左至右随水位上升

顺河向位移持续上升。直接水压因子 x1-x3（H1-

H3）在低水位区间对位移呈负向影响，表现为虚线

之前的样本线在 x1-x3 处向左偏移。随着水位升

高，负向作用逐渐减弱。当水位超过 1285.17m 时即

虚线位置，因子 x2 开始呈现正向贡献，虚线在 x2 处

向右偏移；（2）图 8（b）水位下降阶段，从右至左水位

降低顺河向位移减小，x1-x3 的正向作用逐步减弱，

线 条 向 右 偏 移 量 减 小 。 当 水 位 降 至 虚 线 位 置

1285.14m 时，线条在 x1 和 x3 处向左偏移，其影响由

(a)删减冗余因子前 (b)删减冗余因子后

图 5　全局因子摘要图

Fig.5　Scatter plot of global characteristic density

(a)x2 因子分布散点图 (b)x18 因子分布散点图

图 6　x2、x18因子分布散点图

Fig.6　Scatter plot of feature distribution for x2 and x18
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正转负。因此可将水位 1285.1m 视为大坝位移响应 转异的临界阈值水位。

具体分析，提取图（a）虚线及前后共三个样本。

如图 9 所示，红色表示因子对位移正向影响，蓝色为

负 向 。 图 9 （a）到 图 9（b），x1-x3 的 SHAP 值 由

-0.21，-0.18，-0.26 变为 -0.18，+0.06，-0.16，直接水

压分量的负向影响减弱，出现正向贡献。水位超过

阈值后图 9（c），正向贡献主要由直接水压因子 x1-

x3 提供，分别为 1.59、1.91、1.69，是位移增量的主要

驱动因素。

因此，在水位上升或下降至阈值时，建议控制

水位变化的速率，减小水位波动对大坝位移的直接

影响，缓解由于水压变化引发的应力集中，从而降

低潜在的结构风险。

2. 4　位移分解　

据因子属性将 SHAP 值分别累加得到 3 个回归

分量，见图 10，其中水压分量变化最大，温度分量呈

现季节性变化，时效分量相对稳定，且水压分量结

图 7　水压因子、时效因子分组

Fig.7　Grouping of hydraulic pressure and time-dependent factors

(a)水位上升段决策图 (b)水位下降段决策图

图 8　局部因子决策图

Fig.8　Interpretable local feature decision plot
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果与有限元方法得到的大坝位移水压分量基本一

致，模型分量结果能在一定程度上反映大坝的工作

性态，具备良好定性解读价值。因为本工程目前数

据量有限，待后续有更长期的数据时可采用置信区

间法等进一步确定其分布特征，从而依据规范开展

“正常-异常-险情”的定量安全评价［21］。

3 结论  
（1） 通过将 SHAP 理论与随机森林方法相结合

构建的位移统计模型，能精准刻画复杂运行条件中

的线性因子与非线性位移，从而实现了拟合精度与

泛化能力的大幅提升。

（2） 定性分析各因子对大坝工作性态的影响规

律：水压是主导因素，其贡献与因子值正相关，占总

量 17% 的高水压样本贡献显著高于剩余样本贡献，

且观测日水压因子影响大于测前月平均水压因子；

时效因子与位移关系呈现高度非线性及无偏性；模

型能有效识别并剔除冗余温度因子。

（3） YY 拱坝位移响应在水位 1285.1m 左右发

生转异，超过此临界点，观测日水压因子对位移影

响由负转正，表现为影响位移开始向下游增长。

（4） 后续可结合更多工程实例，进一步揭示各

分量的演化规律，并与有限元相结合实现数据-机理

双驱动条件下的拱坝位移诊断与安全预警。

(a)阈值水位前 (b)阈值水位 (c)阈值水位后

图 9　单样本因子瀑布图

Fig.9　Additive feature contribution waterfall plot (single-sample)

图 10　位移回归值分离结果

Fig.10　Decomposed displacement regression outputs
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